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ABSTRAK

Dalam klasifikasi semakin banyak atribut yang relevan yang dipakai akan mempengaruhi hasil akurasi
dari algoritma tersebut. Seleksi fitur merupakan salah satu tahapan pre processing Klasifikasi dengan
cara menghilangkan fitur yang tidak relevan dalam data. Proses ini juga dapat mengurangi dimensi
data serta meningkatkan akurasi klasifikasi. Algoritma kNearest Neighbor (kKNN) merupakan metode
untuk melakukan klasifikasi terhadap objek baru berdasarkan k tetangga terdekatnya. Algoritma kNN
memiliki kelebihan karena sederhana, efektif dan telah banyak digunakan pada banyak masalah
klasifikasi. Pada penelitian ini penggunaan metode Sample Bootstrapping diusulkan untuk
meningkatkan akurasi yang optimal pada algoritma kNN. Metode Sample Bootstrapping digunakan
untuk mengurangi jumlah data training yang akan diproses. Dalam penelitian ini menggunakan dataset
yang memiliki dataset dengan dimensi yang tinggi. Dari hasil penelitian, penggunaan Sample
Bootstrapping dengan algoritma pada dataset credit approval akurasinya meningkat 5.4% (96.87%-
91.52%) dibandingkan algoritma kNN standar. Dari hasil penelitian yang dilakukan, dapat
disimpulkan bahwa penggunaan Sample Bootstrapping dengan algoritma KNN menghasilkan akurasi
yang lebih baik daripada algoritma kNN standar.

Kata Kunci : algoritma kNN, Sample Bootstrapping, Atribut

1  Pendahuluan
1.1 Latar Belakang

Seleksi fitur merupakan salah satu tahapan
pre processing klasifikasi dengan cara

Data mining merupakan suatu proses untuk
mengidentifikasi pola yang memiliki potensi
dan berguna untuk mengelola dataset yang
besar (Witten, I. H., Frank, E., & Hall,
2011).Dalam data mining ada 10 algoritma
teratas yang paling berpengaruh yang dipilih
olen peneliti dalam komunitas data mining,
dimana 6 (enam) diantaranya adalah algoritma
klasifikasi yaitu C4.5, Support Vector Machines
(SVM), AdaBoost, k Nearest Neighbor (KNN),
Naive Bayes dan CART (Fayed & Atiya,
2009).

Performa suatu algoritma dapat
dipengaruhi oleh tipe data yang digunakan
(Amancio et al.,2013). Beberapa  model
algoritma kuat hanya pada tipe data tertentu
dan lemah pada tipe data yang lain (Ragab,
Noaman, Al-Ghamdi, & Madbouly, 2014)
(Patel, Vala, & Pandya, 2014)(Ashari, Paryudi,
& Tjoa,2013). Semakin banyak atribut yang
relevan yang dipakai dalam klasifikasi akan
mempengaruhi  hasil akurasi dari algoritma
tersebut (Han & Kamber, 2006a) (Maimoon,
2010) (Alpaydin, 2010).

menghilangkan fitur yang tidak relevan dalam
data. Proses ini juga dapat mengurangi dimensi
data serta meningkatkan akurasi klasifikasi.

Proses Klasifikasi dengan atribut yang terlalu
banyak jelas akan memerlukan biaya
komputasi yang mahal. Terlebih lagi jika
beberapa atribut redundan atau juga tidak
relevan yang dapat membuat performa
algoritma klasifikasi menurun.

Algortima KNN merupakan sebuah metode
untuk melakukan klasifikasi terhadap objek
baru berdasarkan (k) tetangga terdekatnya
(witten, 1. H., Frank, E., & Hall,
2011)(Amores, 2006)(Morimune & Hoshino,
2008). Tujuan dari algoritma KNN adalah untuk
mengklasifikasi objek baru berdasarkan atribut
dan training sample (Morimune & Hoshino,
2008)(Han, J., & Kamber, 2012), dimana hasil
dari sampel uji yang baru diklasifikasikan
berdasarkan mayoritas dari kategori pada KNN.
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Algoritma KNN memiliki kelebihan karena
sederhana, efektif dan telah banyak digunakan
pada banyak masalah klasifikasi (Wu, Xindong
& Kumar, 2009).

Beberapa  peneliti  telah  melakukan
penelitian tentang pengurangan jumlah data dan
waktu komputasi. Penelitian Fayed (Fayed &
Atiya, 2009)menggunakan pendekatan Novel
Template Reduction yang digunakan untuk
membuang nilai yang jauh dari batasan
threshold dan memiliki sedikit pengaruh pada
klasifikasi KNN. Penelitian Wan (Wan, Lee,
Rajkumar, & lsa, 2012) menggunakan Support
Vector Machines-Nearest Neighbor (SVM-NN)
dengan pendekatan klasifikasi hybrid dengan
tujuan bahwa untuk meminimalkan dampak
dari akurasi Kklasifikasi. Penelitian Koon (Neo &
Ventura, 2012) menggunakan algoritma Direct
Boosting  untuk  meningkatkan  akurasi
klasifikasi KNN dengan modifikasi pembobotan
jarak terhadap data latih.

Oleh karena itu perlu adanya metode untuk
mengurangi jumlah data training untuk
diproses dan mengurangi atribut sehingga
mampu meningkatkan akurasi, maka dalam
penelitian ini akan dilakukan proses pemilihan
atribut yang digunakan dalam  proses
perhitungan  klasifikasi serta pembobotan
atribut dalam data sehingga mampu
meningkatkan performa kNN pada data
berdimensi tinggi.

1.2 Landasan Teori

1.2.1 Kilasifikasi

Algoritma  Klasifikasi adalah  metode
pembelajaran data untuk memprediksi nilai dari
sekelompok atribut. Algoritma klasifikasi akan
menghasilkan sekumpulan aturan yang disebut
rule yang akan digunakan sebagai indikator
untuk memprediksi kelas dari data yang ingin
diprediksi (Vercellis Carlo, 2009). Menurut M.
Han, J., & Kamber(Han, J., & Kamber, 2012)
klasifikasi adalah proses penemuan model atau
fungsi yang menggambarkan dan membedakan
kelas data atau konsep yang bertujuan agar bisa
digunakan untuk memprediksi kelas dari objek
yang label kelasnya tidak diketahui.

1.2.2 K Nearest Neighbor (kNN)

kNN merupakan algoritma supervised
learning, dimana hasil dari query instance yang
baru diklasifikasikan berdasarkan mayoritas

dari kategori pada kNN. Kelas yang paling
banyak muncul yang akan menjadi kelas hasil
klasifikasi. KNN merupakan salah satu metode
pengklasifikasian data berdasarkan similaritas
dengan label data (Larose, 2006), Algortima
KNN merupakan sebuah metode untuk
melakukan klasifikasi terhadap objek baru
berdasarkan k tetangga terdekatnya (Gorunescu,
2011). Menurut M. Han, J., & Kamber(Han, J.,
& Kamber, 2012),kNN adalah algoritma
pembelajaran berbasis instan yang
menggunakan jarak terdekat dalam menentukan
kategori vektor baru dalam set data training.

PersamaanPenghitungan  untuk  mencari
euclidean dengan d adalah jarak dan p adalah
dimensi data dengan:

| p
di= [ @ - X
,\|1=1

dimana:
x1 :sample data uji
X2 : data uji
d :jarak

p :dimensi data

1.2.3 Sample Bootstrapping

Metode Sample Bootstrapping digunakan
untuk mengurangi jumlah data training yang
akan diproses (Dudani, 1976)(Amores, 2006).
Untuk dapat mengatasi dataset yang besar maka
perlu perlu adanya sampel data (sampling)
secara acak agar data yang akan diproses
menjadi lebih kecil (Liaw, Wu, & Leou,
2010)(Morimune & Hoshino, 2008), sedangkan
untuk mengukur jarak tetangga terdekat
digunakan euclidian distance(Han, J., &
Kamber, 2012) dalam proses klasifikasi.

Menurut Efrondan  Tibshirani (Efron &
Tibshirani, 1993), prosedur  resampling
bootstrapdapat  dituliskan sebagai  sebagai
berikut:

1. Mengkonstruksi  distribusi  empiris n
dariFdarisuatusampel dengan memberikan
probabilitas 1/n padasetiap Xidimana i = 1,
2,..., N

2. Mengambil sampel bootstrap berukuran n
secararandom dengan pengembalian dari
distribusi tahap 1, distribusi empiris n
dariF,disebut sebagai sampel bootstrapX**
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3. Menghitung dari tahap 1, statistik &yang
diinginkan darisampel bootstrap, disebut
sebagai & 1°

4. Mengulangi langkah 2 dan 3 hingga B kali,
1diperoleh & 1*, & ,*, ... .8 g*

5. Mengkontruksisuatudistribusiprobabilitas
dariFdenganmemberikan probabilitas 1/B

padasetiapd 1*, & ,*, ...,8 g*.Distribusi
tersebutmerupakan estimatorbootstrap
untuk distribusisampling& danEdinotasikan
dengan

&

6. Pendekatan estimasi bootstrap untukmean
dari 1, distribusiyaitu:

B
=8
b=1

2 Metode Penelitian

Dalam penelitian ini dilakukan dengan
menggunakan metode Sample Bootstrapping
untuk meningkatkan akurasi yang optimal pada
algoritma KNN. Metode Sample Bootstrapping
digunakan untuk mengurangi jumlah data
training yang akan diproses. Untuk melakukan
pengujian akurasi hasil Klasikasi dilakukan
menggunakan  metode  confusion  matrix
(witten, 1. H., Frank, E., & Hall, 2011)
(Maimon Oded, 2010). Data yang digunakan
dalam penelitian ini dengan data Credit
Appreval Adapun alat bantu yang dilakuka
dengan alat bantu yaitu Rapid Miner.

e [

2.1 Dataset

Datas yang akan digunakan dalam penelitian ini
adalah data Credit Appreval dengan rincian
jumlah record 766, dimensi 14 dengan class 2.
Percobaan dilakukan beberapa kali dengan
menggunakan jumlah atribut yang berbeda.

2.2 Pengujian
Metode yang diusulkan dalam penelitian ini
yaitu dengan Sample Bootstrapping dalam
meningkatkan akurasi pada algoritma KkNN.
Metode Sample Bootstrapping digunakan untuk
mengurangi jumlah data training yang akan
diproses Adapun tahapan eksperimen pada
penelitian ini adalah:
1. Menyiapkan dataset untuk eksperimen
2. Melakukan pengujian menggunakan
algoritma kNN menggunakan data Credit
Appreval kemudian dari hasil pengujian
tersebut dicatat hasil yang diperoleh

3. Melakukan pengujian menggunakan
algoritma kNN dengan Sample
Bootstrapping menggunakan data Credit
Appreval kemudian dari hasil pengujian
tersebut dicatat hasil yang diperoleh

4. Membandingkan hasil akurasi terbaik dan
mengambil hasil terbaik

5. Mengintegrasikan hasil algoritma klasifikasi
terbaik.

Adapun algoritma yang diusulkan dalam
penelitian ini seperti pada Gambar 1, diawali
dengan memasukkan dataset baik data training
maupun data testing, kemudian melakukan
transformasi dimana  metode  Sample
Bootstrapping digunakan untuk mengurangi
jumlah data training yang akan diproses
kemudian menghitung validitas data training,
setelah itu menghitung kuadrat jarak euclidian
(euclidean distance) masing-masing objek
terhadap data sampel yang diberikan. Kemudian
menghitung nilai distance weighted yang
didapat dari memasukkan nilai validitas dan
nilai eucledian, setelah melakukan pembobotan
atribut dan diperolen klasifkasi nearest

neighbor.

Input Data Latih

Sampel random

berukuran n

\ y
Selesksi B Sampel

F=(x"1x2,.., x*8)

S(x*)=mean hinpunan

data bootstrap \

Hitung Replikasi Bootstrap

67 (b) =s(x™®)b=12,., B)

i

Estimasi Sta}r)gar Error
] A A% k
DO
=
(B-1)

SeB =

6°()=3" 6°()/B

Metode Sample Bootstrapping

v
Memasukkan Data Sampel
Bootstrapping

1

‘ Proses 10 cross validation ‘

'

‘ Klasifikasi Nearest Neighboard ‘

v

‘ Hitung Accuracy Tertinggi ‘

)

‘ Hitung Time Terpendek ‘

Tampil Nilai accuracy dan
time

End

Gambar 1 Algoritma Sample Bootstrapping

dengan kNN

3 Hasil dan Pembahasan
Dalam penelitian ini
komparasi

akan

dilakukan
antara algoritma kNN dengan

algoritma kNN dan Sample Bootstrappingdan
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yang akan digunakan untuk mengurangi jumlah

data training yang akan diproses pada data

Credit Appreval
Pada eksperimen pertama akan melakukan

perhitungan menggunakan algoritma kNN

dengan data Credit Appreval Adapun proses
perhltungan kNN sebagai berikut:

. Menyiapkan data Credit Appreval Kkita
lakukan validasi dengan cross validation
dimana dataset kita bagi menjadi data
training dan data testing

2. Menentukan nilai k, pada penentuan k
dilakukan input antara 1...677

3. Menghitung kuadrat jarak euclid (query
instance) masing-masing objek terhadap
sampel data yang diberikan dengan
menggunakan euclidian distance dengan
parameter numeric dengan rumus:

|Z{x,_- —xy )

|1._.

4. Mengurutkan objek-objek termasuk ke
dalam kelompok yang mempunyai jarak
euclid terkecil

5. Menghitung Akurasi
Untuk menghitung nilai akurasi digunakan
confusion matrix dengan rumus:

& . Jumlah Data Eenar X 100%
Hrast = Jumlah Data

Hasil perhitungan yang dilakukan untuk
algoritma kNNmendapatkan nilai akurasi
terbaik pada k=1 dengan akurasi 91.52%

Pada eksperimen kedua akan melakukan

perhitungan menggunakan algoritma kNN

dengan Sample Bootstrapping pada dataset

Pinjaman. Adapun proses yang dilakukan

adalah:

1. Melakukan preprocessing menggunakan
metode sampling. Algoritma yang dipakai
yaitu Sample Bootstrapping, kemudian
memilih parameter sample yaitu relative
(sampel dibuat sebagai sebagian kecil dari
jumlah total contoh dalam sampel data) dan
nilai sampel rasio yang diinput antara 0-1.
Setelah dilakukan sampling  maka data
bootstrap tersebut divalidasi dengan cross
validation sebagaimana ditunjukkan dalam
Gambar 2.

| Sample
Bootstrapping

A

Dataset validation

Gambar 2 Pengujian Performa Algoritma KNN
dengan Sample Bootstrapping

2. Langkah berikutnya vyaitu melakukan
normalisasi terhadap attribute class pada
dataset dan melakukan  pembobotan
terhadap attribute class dengan weighted
relation. Weighted relation mencerminkan
relevansi bobot atribut dengan nilai attribut
class 0 sampai 1.0, pada penelitian ini bobot
atribut  diisi, kemudian menentukan K.
Dalam hal ini bobot atribut dan nilai k
sangat berperan dalam memdapatkan
akurasi yang baik. Nilai akurasi dari
confusion matrix tersebut seperti dalam
Tabel 1 dengan rumus:

Jumloh Data Benar

ak i= X100
Hrast Jumlah Data %

Dari hasil eksperimen tentang nilai akurasi
yang dilakukan antara algoritma KNN dengan
KNN dengan Sample Bootstrapping dapat
meiningkatkan akurasi untuk dataset credit
approval pada algoritma kNN data yang
digunakan sejumlah data secara keseluruhan
tidak ada proses filtering maupun sampel data
yang digunakan sehingga tingkat akurasi
menjadi rendah, sedangkan pada algoritma
kNNdan Sample Boostrapping data yang
digunakan tidak keseluruhan tetapi dilakukan
menggunakan data sampling (Witten, 1. H.,
Frank, E., & Hall, 2011) untuk melakukan
filtering agar mengurangi jumlah data sampel
(Champagne, Mcnairn, Daneshfar, & Shang,
2014)(McRoberts, Magnussen, Tomppo, &
Chirici, 2011)(Chen & Samson, 2015).

Tabel 1 Komparasi Akurasi Algoritma KNN

Nilai Akurasi (dalam  Kenaikan

Data %) Akurasi
Credit kNN SB+kNN (df;'am
0)
Appreval

91.52%  96.87% 5,4%

Dengan Sample Bootstrapping

Dalam metode Sample Bootstrapping terdapat
rasio parameter sample yang berfungsi
memberikan nilai jumlah data sample yang
digunakan dari seluruh data yang ada dengan
nilai 0-1. Dengan metode ini jumlah data yang
diproses tidak secara keseluruhan melainkan

IC-Tech Volume XII No. 1 April 2017

[12] http://jurnal.stmik-wp.ac.id


http://jurnal.stmik-wp.ac.id/

beberapa data tetapi tidak mengurangi jumlah
data yang ada karena setelah data tersebut
digunakan maka akan dikembalikan lagi (Tian,
Song, Li, & Wilde, 2014). Dari hasil
perhitungan  dapat dilihat  perbandingan
berdasarkan akurasi didapat hasil dimana
algoritma KNN dengan Sample Bootstrapping
mempunyai nilai akurasi yang lebih baik yaitu
5.4% (96.87%-91.52%) pada k=1 dan t=0.10.

Komparasi Akurasi
100,00% 91,5, 26.87%
90.00%
80.00%
F 70,00%
T 60.00%
£ 50.00%
§ 40,00% HkNN
E 30.00% W SB+kNN
20.00%
10.00%
0.00%
kNN SB+kNN
Algoritma

Gambar 3 Komparasi Waktu Komputasi
Algoritma KNN dengan Sample Bootstrapping

dengan KNN
4 Kesimpulan
Dari  hasil penelitian tersebut dapat
disimpulkan  bahwa  penerapan  Sample
Bootstrapping  dengan  algoritma kNN

meningkatkan akurasi dibandingkan dengan
algoritma kNN standar sebesar 5.4%.

5 Saran dan Penelitian Selanjutnya

Untuk  penelitian  selanjutnya  dapat
menggunakan algoritma lain selin KNN seperti
decission tree, naive bayes, neural network
serta menambahkan algoritma searching seperti
Dynamic Programmingataupun Djikstra dalam
menentukan nilai sample pada data training
dan bobot atribut sehingga tidak perlu
melakukan pengiputan secara manual.
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